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摘  要：光谱和空间信息结合可以显著提升高光谱影像的分类性能。然而，真实场景中标记样本数量有限制约了分类精

度。为充分利用高光谱的谱空信息并解决标记样本数量不足问题，提出了一种基于嵌套滑动窗口样本扩充和谱空迭代

的高光谱影像分类方法。首先，对高光谱影像进行主成分变换，降低光谱维数；然后，提出一种基于嵌套滑动窗口的样本

扩充方法，在最优子窗口中选取代表性像素加入训练集；最后，使用迭代支持向量机-联合双边滤波器进行分类，得到最

终分类图。在印第安松、帕维亚大学和萨利纳斯数据集上分别选取 2%、0.2% 和 0.2% 的训练样本，所提算法分类精度分

别高达 94.42%、95.82% 和 96.39%。实验结果表明，扩充训练样本集和充分利用光谱空间信息能有效提升分类精度，所

提算法在有限训练样本情况下优于其他先进对比算法。
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Abstract： Objectives: The combination of spectral and spatial information can significantly improve the 
classification performance of hyperspectral images. However, the number of labeled training samples is limi‑
ted in real scenes, which restricts the classification accuracy. To make full use of spectral spatial informa‑
tion and solve the problem of limited number of hyperspectral image labeled samples, we propose a hyper‑
spectral image classification method based on nested sliding window sample augment and spectral space itera‑
tion. Methods: First, principal component transform is used to reduce spectral dimension of hyperspectral 
image. Then, a sample augment method based on nested sliding windows is proposed, in which representa‑
tive pixels are selected from the optimal sub windows and added to the training set. Finally, iterative sup‑
port vector machine and joint bilateral filter are used for classification, and a decision rule is proposed to ter‑
minate iteration to obtain the final classification diagram. Results: It is verified on three hyperspectral datasets: 
Indian Pines, Pavia University and Salinas. The experimental results show that when the training samples 
are limited and the samples of the three datasets are 2%, 0.2% and 0.2% respectively, the classification ac‑
curacy of the algorithm reaches 94.42%, 95.82% and 96.39% respectively. Compared with spectral classi‑
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fier support vector machine, the overall classification accuracy of the proposed algorithm on the three datas‑
ets is improved by 28.1%, 20.1% and 13.1% respectively. Compared with S3-PCA based on small sam ‑
ples, the overall classification accuracy of the proposed algorithm on the three datasets is improved by about 
3%, 5.5% and 4.5% respectively. Conclusions: The proposed algorithm can obtain satisfactory classifica‑
tion results in the case of limited training samples, which is superior to other advanced comparison algo‑
rithms.
Key words： hyperspectral； image classification； sample augment； spectral space iteration； small sample

高光谱影像（ hyperspectral image，HSI）是由

二维的空间维和一维的光谱维组成的拥有数百

条连续光谱波段的三维立方体，包含丰富的空间

和光谱信息［1-3］。HSI 能够对地物进行精细表征，

被广泛应用于农业检测［4］、食品检查［5］、环境监

测［6］等领域。HSI 分类是高光谱应用的前提和基

础，一直是高光谱领域的研究热点［7-8］。

早期研究者们基于光谱信息提出了一系列

分类器，如 K 近邻［9］、支持向量机（support vector 
machine，SVM）［10］、随机森林［11］等。其中，SVM
是应用最广泛的分类器，但 SVM 没有考虑到像

素之间的空间相关性。为解决这一问题，研究人

员考虑使用空间滤波器来获取 SVM 分类图中的

空间信息，并提出一系列算法。比如，文献［12］
在 SVM 分类后采用马尔可夫随机场正则化提取

空间和边缘信息，对分类图进行细化。文献［13］
使用 SVM 进行光谱分类，使用保持边缘滤波

（edge preserving filter，EPF）技术从 SVM 分类图

中捕获空间上下文信息。文献［14］将 EPF 改进

为迭代 EPF（iterative EPF，IEPF），IEPF 通过迭

代反馈循环从 SVM 分类图中反复学习空间信

息，进一步提升了分类精度。然而，这些方法的

分类性能依赖于训练样本数量，而真实场景中训

练样本数量有限，标记训练样本通常比较困难或

昂贵。

为了解决标记训练样本数量有限问题，研究

者们通过构造判别特征来增强不同类别的可分

性，提出了一系列光谱空间特征提取方法［15］。文

献［16］堆叠不同参数设置获得的 EPF，利用主成

分分析（principal component analysis，PCA）有效

融合 EPF，并提高了 EPF 中的类可分性。文献

［17］利用局部协方差矩阵提取空间光谱信息。

文献［18］通过利用从不同空间尺度上得到的一

系列协方差图来共同利用 HSI 的空间和光谱信

息。文献［19］提出了一种基于 PCA 和分段 PCA
的多尺度二维奇异光谱分析融合方法，用于联合

光谱 -空间 HSI 特征提取和分类。文献［20］提出

超像素 PCA（superpixelwise PCA，SuperPCA）方

法，SuperPCA 通过超像素分割将空间上下文信

息纳入无监督降维。在此基础上，增加基于超像

素局部重建和全局 PCA，文献［21］提出光谱空间

和 SuperPCA （spectral – spatial and SuperPCA， 
S3-PCA）方法，S3-PCA 获得了全局 -局部和光谱 -

空间特征，进一步提高了分类精度。此外，研究

人员开发半监督学习（semisupervised learning，
SSL）方法增加训练集，以解决标记训练样本数量

有限问题。SSL 是通过预测未标记样本的类别

来标记伪标签。文献［22］针对标记样本不足问

题，提出一种主动学习和半监督学习相结合的

HSI 分类方法。文献［23］构建了一个空间光谱

图，将标签从标记样本传播到未标记样本。文献

［24-26］使用图像分割方法扩充训练样本，但这些

方法依赖于图像分割技术。文献［27-29］中提出

全局空间和局部光谱相似度的样本扩充方法，但

这些方法都在固定窗口中进行样本扩充，忽略了

不同地物交界处，相邻像素具有较低概率，拥有相

同类别标签。这些半监督学习仅使用一次相似度

标准扩充训练样本，可能会引入误标记样本。

为了解决光谱空间信息利用不充分及标记

样本数量有限问题，本文提出了一种基于嵌套滑

动窗口样本扩充和谱空迭代的 HSI 分类方法

（nested sliding window sample augment and spec‑
tral space iteration，NSWSA-SSI）。该方法在最

优子窗口中扩充训练样本，双重相似度增加了扩

充样本的准确性，更多更准确的训练样本能提供

更多有效信息；基于迭代 SVM-联合双边滤波器

（joint bilateral filter，JBF）迭代自学习光谱空间特

征进行分类，并提出一种判定规则终止迭代，充

分利用了 HSI光谱空间信息，提高了分类精度。

1　算法原理

本文提出的 NSWSA-SSI 算法流程如图 1 所

示，主要分为 3 个步骤：（1）使用 PCA 进行降维；

（2）基于嵌套滑动窗口进行样本扩充；（3）使用迭

代 SVM-JBF 进行分类，得到最终分类结果图。
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假设高光谱数据 D ∈ RH × W × B，其中 H 和 W
表示两个空间维度，B 表示光谱维度。为后续

PCA 降 维 ，将 三 维 立 方 体 D 转 换 为 二 维 矩 阵

Y ∈ RB × P（P = HW）。使用 PCA 得到降维后数

据 Z ∈ RK × P，K 表示降维数目。为了后续样本扩

充操作，将数据 Z转换为三维矩阵 X ∈ RH × W × K。

1.1　光谱降维

HSI维度高，每个波段范围很窄，相邻波段间

具有较强相关性，因此会存在很多冗余波段，不

仅增加了计算复杂度，而且波段信息冗余会增强

不同类地物的相似信息、减弱差异信息，容易导

致类别混淆。PCA 通过构造一个转换矩阵，将

HSI 的大多数光谱特征保留在较少维的主成分

中。它不仅可以降低高光谱数据的维度，还能提

高像素的光谱可分性［16］。

对于高光谱二维矩阵Y ∈ RB × P，PCA 通过线

性变换，将原始 B 维空间映射到 K 维空间，得到降

维 数 据 Z ∈ RK × P。 假 设 变 换 矩 阵 表 示 为

W ∈ RB × K，PCA 的目标函数为：

W * = arg max
W TW= I

tr (W T C (Y )W ) （1）

式中，I表示单位矩阵；C (Y )表示 Y的协方差矩

阵，计算 C (Y )的特征值，选前 K 个特征值对应的

特征向量构成变换矩阵W *，则Y和 Z之间的线性

投影表示为 Z= (W *) T
Y。

1.2　基于嵌套滑动窗口的样本扩充

目前研究者提出了许多 SSL 方法，这些方法

都基于如下假设：在局部区域中，相邻的像素具

有较高的概率，拥有相同的类别标签［25］。但在不

同地物的交界处，这一概率比较低。现有方法都

使用一次相似度标准扩充训练样本，可能会引入

错误标记样本。为了解决这一问题，本文基于嵌

套滑动窗口，使用双重相似度提出一种新的样本

扩充方法。

首先，设 X的第 i 行和第 j 列的像素向量为

X ij，假设 X ij 为目标训练样本，以 X ij 为中心像素定

义一个大小为 T × T 的邻域窗口。若训练样本

处于边缘位置，则对 HSI 数据边缘采用零像素扩

充。根据邻域窗口 T × T，得到目标训练样本 X ij

的邻域 N (X ij)：
N (X ij)={X pq |p ∈ [ i - a,i + a],

q ∈ [ j - a,j + a ] } （2）

图 1　NSWSA-SSI算法流程图

Fig. 1　Flowchart of NSWSA-SSI Algorithm
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式 中 ，X pq 表 示 X ij 邻 域 中 的 任 意 像 素 ，a =
( )T - 1 2。

然后，在邻域 N (X ij) 中，设置一个大小为

ω × ω（ω = a + 1）的 滑 动 窗 口 Smn (X ij)，m (0 ≤
m ≤ a) 和 n (0 ≤ n ≤ a) 表示滑动窗口的位置。

Smn (X ij)的定义如下：

Smn (X ij)={X pq |p ∈ [ i - a + m,i + m ],

q ∈ [ j - a + n,j + n ] } （3）

对于目标训练样本 X ij 和滑动子窗口中任意

像素向量 X pq 的皮尔逊相关系数 Rco 的计算公

式为：

Rco (X ij,X pq)=
C ( )X ij,X pq

V ( )X ij × V ( )X pq

（4）

式中，C ( ∙，∙)表示协方差；V ( ∙)表示方差。根据

式（4）计算目标训练样本 X ij 与滑动窗口中像素的

平均皮尔逊相关系数，选出最大平均皮尔逊相关

系数的窗口作为最优子窗口 S*
mn (X ij)。

最后，在最优子窗口 S*
mn (X ij)中，计算目标训

练样本和最优子窗口中其他像素之间的余弦距

离，选择光谱相似度高的像素作为新增训练样

本。余弦相似度对光谱趋势变化敏感，能够较好

地描述局部区域中像元的差异。目标训练样本

X ij 和最优子窗口中其他任意像素 X pq 之间的余弦

距离计算公式为：

cos (X ij,X pq)= X ij ∙X pq

 X ij × X pq

（5）

式中，X ij ∙X pq 表示两个向量的内积，即 X ij ∙X pq =
X T

ij X pq； X ij 和  X pq 分别表示向量 X ij 和 X pq 的

模。将余弦相似度按降序排列，选出前 k（k =

ë û( )ω ×( ω - 1 ) 2 ）个加入训练样本集中，得到新

增的训练样本集。

为了方便理解，以中心像素为 X 33、窗口 T =
5 举例说明，图 2 中，为方便表示，使用 c 表示皮尔

逊相关系数，ρ 表示余弦距离，T 为 5，a 为 2，邻域

范围为 N（X33）=｛X pq |p∈［1，5］，q∈［1，5］｝；ω 为 3，
m (0 ≤ m ≤ 2) 和 n (0 ≤ n ≤ 2) 表示滑动窗口位

置 ，共 有 9 个 滑 动 窗 口 ，滑 动 窗 口 Smn（X33）=
｛X pq |p∈［1+m，3+m］，q∈［1+n，3+n］｝。例如，

第 1 个滑动窗口 S00（X33）=｛X pq |p∈［1，3］，q∈［1，
3］｝，第 9 个 窗 口 为 S22（X33）=｛X pq |p∈［3，5］，

q∈［3，5］｝。

1.3　谱空迭代

为充分利用光谱空间信息，NSWSA-SSI 使
用迭代 SVM-JBF 进行分类，并提出一种判定规

则终止迭代，得到最终分类图。主要包括两部

分：（1）使用 SVM 分类器对 HSI 进行分类；（2）判

断分类图是否满足判定规则，如满足，则本次分

类图即为最终分类图。如不满足，则使用 JBF 从

SVM 分类图中提取空间信息，叠加到输入图像

图 2　基于嵌套滑动窗口的样本扩充

Fig. 2　Sample Augment Based on Nested Sliding Windows
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中，作为新的输入图像，进行下次迭代，直至满足

判定规则。

1.3.1　JBF
JBF 是在双边滤波器（bilateral filter，BF）的

基础上提出的。相比于 BF，JBF 将值域高斯函数

的输入图像替换为与输入图像具有同样像素尺

寸的引导图像。 JBF 考虑了空域权重和值域权

重，即考虑了像素在空间距离上的关系和像素与

中心像素之间的像素灰度值差异，不仅具有保边

平滑能力，还能够将引导图中的边缘细节信息转

移到输出图像中，其表达式为：

J ( p)= 1
K ( )p

∑
q ∈ S

exp(-(
 p - q

2

δ 2
s

+

 G ( )p - G ( )q
2

δ 2
r

) ) I ( )q

（6）

式中，S 表示中心像素 p 的局部窗口；G ( p) 和
G (q)分别表示引导图像中像素 p 和 q 处的像素灰

度值；I (q)表示原始图像中像素 q 的像素灰度值；

δs 表示空域参数；δr 表示值域参数；K ( p)为归一

化参数；J ( p)为滤波后输出。根据实验经验，本

文 JBF 空域参数 δs 和值域参数 δr 分别设置为 4
和 0.2。
1.3.2　判定规则

为了实现自动停止迭代功能，NSWSA-SSI
提出判定规则来终止迭代。如果满足判定规则，

则得到最终分类图；如果不满足判定规则，则继

续进行迭代。本文提出的判定规则的思想是基

于第 i次和第 i - 1 次迭代中生成的两个分类图是

否足够接近。为了衡量这种接近，定义 γ ( i)作为

判定规则，表达式为：

γ ( i)=
|| ( )C i

M - C i - 1
M == 0

H × W
 （7）

式中，γ ( i)表示第 i 次迭代的值；C i
M 和 C i - 1

M 分别

表示第 i 和第 i - 1 次的分类图；H × W 表示 HSI
像素个数。

设定 ε 为阈值，根据经验阈值 ε 设置为 0.99。
当 γ ( i)小于或等于规定的阈值 ε 时，执行迭代；当

γ ( i)大于规定的阈值 ε 时，说明第 i 和第 i - 1 次

的分类结果几乎相同，在这种情况下，迭代被

终止。

1.3.3　迭代 SVM‑JBF
相比于传统的光谱分类器-空间滤波器，迭代

SVM-JBF 能更充分利用 HSI 光谱空间信息，提

高分类性能。具体步骤如下：

首先，将 HSI 数据 X作为初始输入，将其表

示为 X 0，利用扩充的训练样本对高光谱数据 X 0

进行 SVM 分类，得到分类图 M 0。

然后，假设执行第 i 次迭代，当前数据为 X i，

得到分类图为 C i
M。根据式（7）计算第 i 次迭代的

值 γ ( i)，如果 γ ( i)> ε，则终止迭代，得到最终分

类图。如果首次执行或 γ ( i)≤ ε，则继续执行，将

C i
M 二值化得到 NC（NC表示 HSI 分类的类别数）个

二值图 Bi
j（j ∈［1，NC］）。具体来说，第 i次迭代中，

像素 ( x，y)的二值图 Bi
j( )x，y 定义为：

Bi
j( x,y)=

ì
í
îïï

1,C i
M ( x,y )= j

0,其他
（8）

将 JBF 应用到二值图 Bi 上，生成 NC个软概率

图 Si
j。将 NC 个软概率图堆叠并与当前的数据 X i

结合起来，为重新实现 SVM 分类提供一个新的

数据 X i + 1，继续执行迭代，直至满足判定规则，最

终得到分类结果。

2　高光谱数据集分类结果与分析

2.1　实验数据及设置

实验使用了 3 个高光谱标准数据集，详细信

息如下：

1）印第安松（Indian Pines）数据集是由美国

机载可见/红外成像光谱仪（airborne visible infra‑
red imaging spectrometer，AVIRIS）拍摄，拍摄场

景为美国印第安纳州西北部的农业实验田。该

数据集包含 16 个地物类别，空间大小为 145×
145，空 间 分 辨 率 为 20 m，光 谱 范 围 为

0.4~2.5 μm，共有 220 个光谱波段，去除 20 个吸

水带后，剩余 200 个波段用于后续分类研究。

2）帕维亚大学（Pavia University）数据集是由

反射光学系统成像光谱仪拍摄，拍摄场景为意大

利帕维亚大学的区域。该数据集包含 9 个地物类

别，空间大小为 610×340，空间分辨率为 1.3 m，

光 谱 范 围 为 0.43~0.86 μm，共 有 103 个 光 谱

波段。

3）萨利纳斯（Salinas）数据集是由 AVIRIS 拍

摄，拍摄场景为美国加利福尼亚州萨利纳斯山

谷。该数据集包含 16 个地物类别，空间大小为

512×217，空间分辨率为 3.7 m，共有 224 个光谱

波段，删除 20 个吸水波段，保留 204 个波段用于

后续分类研究。

为了验证 NSWSA-SSI 的有效性，选取基于
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光谱分类器的 SVM［10］、基于光谱空间分类器的

EPF［13］、IEPF［14］、基于滤波器的 IFRF［30］、基于小

样本的 LCMR［17］、S3-PCA［21］作为对比算法。对

比算法实验参数分别使用对应文献中默认参数。

表 1 总结了不同算法对应每个数据集的参数

设置。

本文使用的 SVM 算法都是通过 LIBSVM 开

源库实现，采用高斯径向基核函数（radial basis 
function，RBF） ，并使用 5 倍交叉验证的寻优方法

获取最优核函数参数。为了定量评价分类结果，

使用 4 个客观质量指标［31-32］：总体精度（overall ac‑
curacy，OA）、平均精度（average accuracy，AA）、

类别精度（class accuracy，CA）和 Kappa 系数进行

评价。为减少因训练样本的随机选择而造成的

结果不稳定性，所有实验独立运行 10 次，并记录

所有评价指标的平均值和标准差。实验在 MAT‑
LAB 2017b 上实现，测试设备为一台 8 GB 内存

和 i3-6100 中央处理器的计算机。

2.2　参数分析

本文有两个关键参数，即降维数目 K 和邻域

窗口大小 T。PCA 为非自适应降维算法，降维数

目 K 需要提前确定。邻域窗口大小 T 决定了滑

动窗口 ω 的值，影响样本扩充过程中新增训练样

本的质量，进一步影响分类精度。

对于每个数据集，固定 T 为 5，将降维数目 K

的范围设置为［10，50］，间隔为 5，得到最优 K 值。

如图 3（a）所示，OA 最大值对应 K 的最优值，Indian 
Pines、Pavia University 和 Salinas 的最优 K 值分别

为 45、15 和 25。对于每个数据集，固定每个像素

的最优 K 值，将邻域窗口大小 T 的范围设置为

［3，27］，间隔为 2，选出最优 T 值。如图 3（b）所

示，OA 值整体随 T 的增大先增后减，OA 最大值

对应 T 的最优值，Indian Pines、Pavia University 和

Salinas的最优 T 值分别为 11、17 和 23。

2.3　有效性分析

为验证 NSWSA-SSI 的有效性，进行了消融

实验。总共设置 6 种消融模式，其中 NSWSA 表

示基于嵌套滑动窗口样本扩充，SSI 表示迭代光

表 1　不同算法对应每个数据集的参数设置

Table 1　Parameter Settings for Each Dataset Corresponding to Different Algorithms

分类方法

SVM

EPF

IFRF

LCMR

IEPF

S3-PCA

NSWSA-SSI

数据集

Indian Pines

高斯 RBF 核函数，5 倍交叉验证

引导图像为 PCA 前 3 个主成分，δs=4，δr=0.2

降维数目=20，δs=200，δr=0.3

MNF 降维数目=20，局部邻域像素数=220，窗口大小 25

引导图像=PCA 前 3 个主成分，δs=4，δr=0.2

超像素个数=100
最佳空间邻域数=15

降维数目=45，窗口大小=11

Pavia University

超像素个数=30
最佳空间邻域数=13

降维数目=15，窗口大小=17

Salinas

超像素个数=100
最佳空间邻域数=15

降维数目=25，窗口大小=23

图 3　参数降维数目 K 和邻域窗口大小 T 的敏感性

Fig. 3　Sensitivity of Parameters Dimension Reduction Number K and Neighborhood Window Size T
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谱空间分类器（迭代 SVM-JBF），SS 表示光谱空

间分类器（SVM-JBF），SVM 表示光谱分类器。6
种消融算法分别为 NSWSA-SSI、NSWSA-SS、

NSWSA-SVM、SSI、SS 和 SVM 算法。这些算法

在 3个数据集上的分类精度见表 2，可以看出：

1）在 3 个数据集上，对于 SVM，样本扩充后，

NSWSA-SVM 的分类精度比 SVM 分别提高约

15%、12% 和 9%；对于光谱空间分类器 SS，样本

扩充后，NSWSA-SS 的分类精度比 SS 分别提高

约 20%、15% 和 4%；对于迭代光谱空间分类器

SSI，样本扩充后，NSWSA-SSI 的分类精度比

SSI 分别提高约 11%、6% 和 5%。使用 3 个分类

器的实验结果表明基于嵌套滑动窗口的样本扩

充可以显著提高分类精度。

2）在 3 个数据集上，样本扩充前，SSI 的分类

精度比 SVM 分别提高约 17%、14% 和 9%；样本

扩 充 后 ，NSWSA-SSI 的 分 类 精 度 比 NSWSA-

SVM 分别提高约 13%、7% 和 5%。样本扩充前，

SSI 比 SS 分别提高约 11%、11% 和 2%；样本扩

充后，NSWSA-SSI 的分类精度比 NSWSA-SS 分

别提高约 2%、2% 和 2%。实验结果验证了迭代

光谱空间分类器即迭代 SVM-JBF 的优势。

2.4　对比实验

为了验证 NSWSA-SSI 的有效性，对分类结

果进行定性和定量评价。具体分析如下：

1）在 Indian Pines 数据集上，每类随机选取

2% 作为训练样本，不同算法的定量和定性结果

见表 3 和图 4。如表 3 所示，NSWSA-SSI 在大部

分类别和 3 个指标上都获得了最高的分类精度。

SVM 只利用了光谱信息，分类精度最低。EPF
小类别分类精度低，相比之下，IEPF 迭代利用空

间信息，分类精度略优于 EPF。 IFRF 分类精度

也优于 EPF，但分类精度提高有限。LCMR、S3-

PCA 已被证明在有限样本情况下是有效的，但相

比于 NSWSA-SSI，分类精度分别低约 2.6% 和

3%，因为 NSWSA-SSI 考虑不同地物交界处，相

邻像素具有较低概率，拥有相同类别标签，使用

嵌套滑动窗口扩充训练样本能提供更多有效信

息，因此分类精度更高。同时，如图 4 所示，定性

结果也证实了 NSWSA-SSI的优越性。NSWSA-

SSI 有效消除了分类图噪声的影响，改善了类别

错分现象，类别边界更明显。总之，NSWSA-SSI

的分类精度优于其他 6 个对比方法，尤其是对于

弱耕犁大豆、非耕玉米地等需要更多训练样本需

求的大类别农作物，优势更明显。

2）在 Pavia University 数据集上，随机选取

0.2% 作为训练样本进行实验。Pavia University
数据集中地物具有小而不规则的特点。表 4 和图

5分别给出了不同算法的定量和定性结果。如表 4
所示，NSWSA-SSI 的分类精度最高，OA 值高于

95%，比其他对比方法都有一定程度的提高。由

图 5 可知，SVM 分类图有大量噪声，且类别错分

严重，如沙砾、沥青、裸土，这是因为 Pavia Univer‑
sity 数据集的空间分辨率远高于 Indian Pines，光
谱异质性更明显。虽然光谱空间分类方法 EPF、

IEPF 和 IFRF 错分现象减轻，但仍存在类别错

分，如沙砾、沥青等地物。NSWSA-SSI 获得的分

类图从目视上来看分类效果最佳。证实了所提

算法 NSWSA-SSI对具有小而不规则地物的数据

集的可行性。

3）在 Salinas 数据集上，随机选取 0.2% 作为

训练样本进行实验，定量结果如表 5 所示，不同算

表 2　不同框架模式在 3个数据集上的分类精度/%
Table 2　Classification Accuracy of Different Framework Patterns on 3 Datasets/%

数据集

Indian Pines

Pavia University

Salinas

分类精度

OA

AA

Kappa 系数

OA

AA

Kappa 系数

OA

AA

Kappa 系数

NSWSA-SSI

94.42±0.84

93.57±3.08

93.63±0.96

95.82±0.75

93.81±1.06

94.48±0.98

96.64±1.46

96.67±1.19

96.26±1.62

NSWSA-SS

92.98±1.68

87.35±3.52

91.97±1.93

93.68±1.34

89.88±2.12

91.52±1.82

94.86±1.1

96.78±0.82

94.27±1.22

NSWSA-SVM

81.18±0.96

77.8±2.7

78.5±1.11

88.25±1.05

84.64±1

84.32±1.4

91.77±0.58

94.87±0.6

90.83±0.64

SSI

83.5±1.98

60.17±2.2

80.91±2.33

89.95±1.88

82.33±4.28

86.67±2.48

91.97±2.19

91.11±3.82

91±2.48

SS

72.79±2.69

49.94±2.77

67.97±3.31

78.84±1.89

58.51±4.28

70.33±2.74

90.24±2.76

91.15±2.18

89.1±3.08

SVM

66.37±1.52

61.33±3.72

61.17±1.77

75.77±1.04

63±1.49

66.54±1.17

82.72±1.5

87.94±1.41

80.74±1.68
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法在 Salinas 数据集上的分类结果与前两个数据

集的分类结果具有一致的趋势，光谱空间信息的

结合可以提高 HSI 分类精度，NSWSA-SSI 分类

精度优于其他对比方法。相比于 Indian Pines，
Salinas 数据集空间分辨率高，光谱异质性更严

重。由图 6 可知，SVM 分类图中，未结果的葡萄

和未结果葡萄园很容易混淆，仅利用光谱信息无

法区分两类别。相比之下，其他对比光谱空间结

合的方法可以提升分类结果。EPF、IFRF、IEPF
分 类 图 中 未 结 果 的 葡 萄 和 未 结 果 葡 萄 园 两

表 3　不同算法在 Indian Pines数据集上的分类精度/%
Table 3　Classification Accuracy of Different Algorithms on Indian Pines Dataset/%

类别

紫花苜蓿

非耕玉米地

弱耕玉米地

玉米

牧草

稀疏草原

已收割牧草

干草料堆

燕麦

非耕犁大豆

弱耕犁大豆

已收割大豆

小麦

树林

建筑

石铁堡

OA

AA

Kappa 系数

CA 的均值与方差

SVM

17.01±15.03

57.89±4.44

56.88±9.92

39.36±8.50

78.94±9.41

76.80±3.63

60.12±27.76

85.31±2.31

25.12±22.88

60.32±5.52

62.27±2.29

46.03±7.75

82.14±3.13

86.09±2.30

51.43±9.51

95.56±9.33

66.37±1.52

61.33±3.72

61.17±1.77

EPF

0.00±0.00

68.07±7.83

84.94±10.24

92.81±11.95

95.74±6.45

68.52±4.99

0.00±0.00

86.61±4.08

0.00±0.00

79.15±8.16

66.10±6.49

81.38±13.33

99.36±1.39

89.62±2.08

76.72±26.72

67.24±46.57

74.64±2.14

66.02±3.49

70.33±2.66

IFRF

94.30±12.42

87.44±4.53

88.99±6.69

93.4±4.88

92.9±5.34

92.04±6.82

58.47±20.06

99.92±0.21

53.76±23.37

86.02±8.62

94.15±1.82

82.08±7.03

86.84±14.95

95.48±2.70

86.07±8.18

98.53±0.97

90.3±1.67

86.9±2.51

88.93±1.9

LCMR

88.67±13.56

89.15±3.34

83.91±6.05

74.44±21.96

92.56±2.51

94.7±4.45

96.3±6.98

99.77±0.16

78.42±22.66

85.26±4.07

94.06±2.89

85.94±7.69

98.9±0.91

99.85±0.16

95.26±6.26

90.99±3.27

91.82±0.99

90.51±2.55

90.67±1.12

IEPF

2.00±3.54

87.58±7.38

71.51±9.70

16.59±9.93

67.72±13.34

82.03±6.93

21.11±19.29

68.01±20.88

16.84±11.32

81.13±8.23

92.43±3.83

51.36±18.2

71.35±22.49

93.03±5.15

47.41±15.97

7.36±9.87

78.26±5.18

54.84±7.59

74.57±6.51

S3-PCA

93.24±2.42

87.27±4.51

92.20±5.99

76.23±2.85

96.48±8.59

98.66±2.55

84.03±11.81

100.00±0.00

35.07±24.2

91.21±6.47

89.17±5.51

81.64±4.21

100.00±0.00

97.50±1.20

97.10±3.05

91.06±1.15

91.14±1.54

88.18±1.88

89.85±1.79

NSWSA-SSI

82.00±28.31

91.67±2.08

92.96±4.74

87.89±8.89

92.35±4.71

97.50±2.10

97.41±4.64

100.00±0.00

93.16±10.24

89.47±4.52

96.03±2.36

91.19±6.69

98.5±1.87

99.02±0.84

92.62±7.55

95.38±2.19

94.42±0.84

93.57±3.08

93.63±0.96

图 4　不同算法在 Indian Pines数据集上的分类图

Fig.  4　Classification Maps of Different Algorithms on Indian Pines Dataset
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类地物边界仍不明显，LCMR 和 S3-PCA 边界较

清晰，但仍存在小块或条状错分。NSWSA-SSI
分类图获得最令人满意的分类结果。

2.5　不同训练样本大小下的分类结果对比

对比分析不同训练样本情况下 NSWSA_SSI
和其他 6 种对比方法的分类结果。如图 7 所示，

对于 Indian Pines数据集，随机选取训练样本中各

类别样本数目的 1%、2%、3%、4% 和 5%，对于

Pavia University 和 Salinas 数据集，随机选取训练

样本中各类别样本数目的 0.1%、0.2%、0.5%、

1% 和 5%。由图 7 可知，随着样本数量的增加，3
个数据集上各算法的分类精度都有所提高，且

NSWSA_SSI获得最高的分类精度。在样本数量

足够的情况下，分类精度趋于一致。但在小样本

表 4　不同算法在 Pavia University数据集上的分类精度/%
Table 4　Classification Accuracy of Different Algorithms on Pavia University Dataset/%

类别

柏油路

草地

沙砾

树木

金属板

裸土

沥青

砖体

阴影

OA
AA

Kappa 系数

CA 的均值与方差

SVM
87.67±5.28
93.64±3.79

10.53±11.09
72.49±11.10
79.25±11.02
26.43±7.50
9.69±11.69
87.47±8.92
99.84±0.12
75.77±1.04
63.00±1.49
66.54±1.17

EPF
81.71±5.96
79.76±6.55

49.22±36.09
86.09±20.53
99.55±0.48

78.48±15.13
56.38±40.88
73.86±11.94
98.11±1.19
78.95±4.83

78.13±10.28
70.84±7.16

IFRF
69.50±5.81
91.99±3.27

60.74±16.15
87.51±10.39
99.90±0.16
89.92±6.94

61.53±20.34
59.85±9.44

61.64±23.26
81.44±3.20
75.84±3.65
75.22±4.36

LCMR
86.98±5.96
98.14±1.04

75.14±12.02
93.13±5.66

87.51±13.26
87.50±6.68

76.67±17.98
77.90±6.09

77.52±16.37
90.47±1.09
84.50±1.91
87.33±1.44

IEPF
85.67±5.58
90.31±0.46

41.67±10.39
72.83±13.73
40.06±8.73

74.28±20.25
68.37±29.53
84.39±14.47
71.29±20.91
80.88±3.00
69.88±1.85
74.15±4.24

S3-PCA
82.39±3.97
92.02±2.25
97.08±2.96
90.10±9.13
99.99±0.02
91.92±9.50
91.82±3.62
88.71±4.38
94.03±9.20
90.26±1.97
92.01±1.88
86.84±2.72

NSWSA-SSI
96.63±2.64
97.97±1.07
84.51±9.59
91.68±3.37
99.97±0.05
98.84±1.55
95.76±6.12
89.42±5.64
89.46±8.06
95.82±0.75
93.81±1.06
94.48±0.98

图 5　不同算法在 Pavia University 数据集上的分类图

Fig.  5　Classification Maps of Different Algorithms on Pavia University Dataset
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表 5　不同算法在 Salinas数据集上的分类精度/%
Table 5　Classification Accuracy of Different Algorithms on Salinas Dataset/%

类别

野草_1
野草_2
休耕地

粗糙的休耕地

平滑的休耕地

残株

芹菜

未结果的葡萄

土壤

玉米

莴苣（4 周）

莴苣（5 周）

莴苣（6 周）

莴苣（7 周）

未结果葡萄园

葡萄园小路

OA
AA

Kappa 系数

CA 的均值与方差

SVM
96.98±1.60
98.66±0.73

71.94±10.74
92.98±11.99
96.14±3.10
97.23±2.33
99.16±0.50
72.26±7.24
98.47±1.06
80.59±6.56
82.85±8.66
95.51±2.09
96.98±2.50
89.27±2.93

53.36±10.65
79.24±10.85
83.30±1.27
87.60±1.55
81.37±1.42

EPF
100.00±0.00
99.79±0.32
93.30±4.73
97.57±0.74
98.21±3.44
99.88±0.23
95.11±4.45
78.89±6.96
98.94±0.53
90.43±6.69
92.10±9.67
95.08±5.08
96.09±4.76
98.58±1.58

74.56±13.94
100±0.00

89.85±3.14
94.28±1.50
88.68±3.49

IFRF
78.05±16.37
92.21±8.39
99.98±0.05
82.37±9.38
90.45±4.43
99.74±0.12
99.83±0.14
86.63±2.95
100±0.01

89.88±6.82
79.10±31.31
97.92±6.25
1.53±4.58

96.05±1.77
97.57±3.00
98.75±0.45
91.69±1.76
86.88±2.89
90.77±1.96

LCMR
99.57±1.27
91.67±5.61
98.17±1.92
97.66±6.45
96.3±1.81

98.86±1.00
98.14±1.59
92.85±4.02
99.02±0.62
94.08±7.97
99.99±0.03

88.61±10.66
89.4±16.16
89.52±7.34
88.77±5.69
84.84±7.81
94.13±0.94
94.22±1.95
93.46±1.05

IEPF
99.95±0.12
99.74±0.15

85.44±16.36
98.90±1.41
98.11±0.76
99.14±1.69
99.59±0.10
83.83±6.91
99.66±0.33
88.17±9.23
91.02±8.45

100±0
89.42±29.7
92.38±3.78
78.65±9.34
82.9±10.47
91.17±2.63
92.93±3.08
90.15±2.94

S3-PCA
100.00±0.00
82.75±14.52
78.08±17.64
81.38±25.84
93.16±11.37
74.14±7.01
98.27±2.94
96.27±3.21

91.38±11.38
84.40±19.63
80.90±20.09
89.88±8.55
98.25±0.00

84.67±15.94
94.74±8.07
99.14±0.30
91.81±2.65
89.39±3.15
90.82±2.99

NSWSA-SSI
97.6±3.32

100.00±0.00
95.12±15.32
88.96±19.43
98.18±0.42
99.97±0.06
99.92±0.07
94.08±3.48
99.96±0.06
94.33±7.37
99.16±2.00
99.69±0.60
98.18±1.67
92.38±6.80
91.68±6.17
98.4±1.29

96.39±1.16
96.73±1.80
95.98±1.29

图 6　不同算法在 Salinas数据集上的分类图

Fig. 6　Classification Maps of Different Algorithms on Salinas Dataset
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情况下，NSWSA-SSI具有明显优势。

2.6　运行时间对比

表 6 列出了 7 种对比算法在 3 个数据集上的

运行时间。总体来看，基于滤波 IFRF 花费时间

最短，光谱空间分类器 EPF、IEPF 比光谱分类器

SVM 花费时间长，因为后续使用了空间滤波器。

NSWSA-SSI 包括样本扩充，必然导致计算量增

加，需进一步提高 NSWSA-SSI的效率。

3　结     语

为充分利用光谱空间信息，并在有限训练样

本 情 况 下 获 得 满 意 的 分 类 结 果 ，本 文 提 出

NSWSA‑SSI，首先利用 PCA 对 HSI 进行光谱降

维并增强类别可分性，然后基于嵌套滑动窗口进

行样本扩充，更多的训练样本能提供更多的有效

信息，最后基于迭代 SVM‑JBF 迭代自学习光谱

空间特征进行分类，得到最终分类结果。3 个公

开高光谱数据集的实验结果表明，NSWSA‑SSI
能在有限训练样本情况下获得满意分类结果，优

于其他先进对比算法。基于嵌套滑动窗口样本

扩充未考虑全局空间信息，后续研究将考虑如何

结合全局空间信息进行样本扩充。
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